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Resumen

El uso de la imaginacion motora (MI) para controlar interfaces
cerebro ordenador (BCI) se ha realizado generalmente a través
de la seial eléctrica del cerebro registrada mediante
encefalograma (EEG). En concreto, a partir de los ritmos
sensoriomotres (SMR) presentes en la sefial de los electrodos
centrales C3 y C4. A partir de los SMR se ha fundamentado la
clasificacion de MI tradicional basada en métodos de machine
learning. Sin embargo, recientemente las redes convolucionales
(CNN), una clase de red de deep learning, se han mostrado como
una alternativa superior para la decodificacion del EEG. Esta
superioridad puede radicar en la extraccion de caracteristicas
consideradas anteriormente irrelevantes. En este trabajo
presentamos una herramienta de explainable artificial
intelligence basada en shapley additive explanations (SHAP).
Con ella representamos la informacion que ha sido mas relevante
para la decodificacion de MI a partir del EEG en una red CNN.
Nos basamos en la implementacion abierta de EEGSym para
obtener los valores SHAP en una base de datos de 109 sujetos
para los eventos de MI de mano derecha e izquierda. Gracias a
esta herramienta, descubrimos que EEGSym presta mds atencion
a la senial de los electrodos frontales F7 y F8. Asociamos esta
relevancia a la decodificacion de la planificacion motora que se
da en esa region del cerebro. Estos hallazgos pueden mejorar la
seleccion de canales en la decodificacion de MI y permitir el uso
de sistemas mas eficientes.

1. Introduccion

La actividad eléctrica cerebral se puede registrar de manera
no invasiva con la electroencefalografia (EEG) a través de
electrodos colocados en el cuero cabelludo del usuario. Las
interfaces cerebro ordenador (BCI) hacen uso del EEG para
crear un camino de comunicacion alternativo entre el
cerebro y el entorno [1]. La facilidad de uso, alta resolucion
temporal y bajo coste relativo del EEG con respecto a sus
alternativas, ha llevado a su amplio uso en la investigacion
del cerebro [1]. Sin embargo, el EEG también es muy
ruidoso y tiene baja resolucion espacial, por lo que los
sistemas BCI tradicionalmente utilizan sefiales de control,
que se activan a través de estrategias conocidas como
paradigmas que aumenten la sefial frente a este ruido
siempre presente en los registros [1].

En este trabajo nos centramos en el paradigma de
imaginacion motora (MI) [1], en concreto en la
imaginacion del movimiento de mano izquierda o derecha,
recientemente implementado en terapias de rehabilitacion
de ictus con prometedores resultados [2]. A pesar del uso
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de un paradigma como MI para conseguir una sefial de
control discernible del ruido presente en el EEG,
decodificar la intencion del usuario sigue teniendo margen
de mejora. Para solventar los problemas de variabilidad
inter-sesion e inter-sujeto presentes en los sistemas de
clasificacion tradicionales basados en machine learning
(ML), se ha investigado aprovechar la capacidad de
generalizacion de los sistemas de deep learning (DL) [3].
En nuestro anterior trabajo presentamos EEGSym, una red
convolucional (CNN) que permite clasificar con gran
precision la intencién de nuevos usuarios [3].

A pesar de las ventajas que ofrecen las nuevas técnicas de
DL frente a ML, se considera que son una “caja negra” de
la cual no se puede extraer informacién sobre su proceso
de decision. El campo de investigacion de explainable
artificial intelligence (XAl) surge para dar respuesta a este
problema, permitiendo descubrir en qué informacion se
basan para realizar su clasificacion. Para los registros de
EEG, se han adaptado herramientas XAI basadas en
métodos de propagacion como layerwise relevance
propagation [4] y Grad-CAM [5], o métodos de
perturbacion como easyPEASI [6] y oclusion sensitivity
analysis [7]. Pero estas aplicaciones no cumplen ciertos
principios matematicos que aseguren la obtencion de una
Unica atribucion de importancia de los datos usados para la
clasificacion. Otros investigadores [8] han usado ya la
herramienta shapely additive explanations (SHAP) [9]
para registros de EEG. Sin embargo, se usaba sobre un
clasificador basado en arboles de decision, que tiene una
capacidad mas limitada que las redes de DL. En este
trabajo adaptamos la herramienta SHAP, para explicar una
red de DL entrenada con registros de EEG durante MI.
SHAP unifica previos métodos de XAl y asegura que la
explicacion de la clasificacion realizada sea tinica y no
dependa de parametros de inicializacion.

El objetivo de este trabajo es representar los valores SHAP
asociados a la toma de decisiones de EEGSym en una base
de datos de 109 sujetos [10]. Mediante esta representacion,
observaremos qué informacién es mdas relevante para
EEGSym a la hora de clasificar eventos de MI.

2. Meétodos
2.1. Dataset

Se ha analizado la base de datos publica Physionet [10].
Esta base de datos cuenta 109 usuarios y entre 42 y 46
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eventos de MI por sujeto. Tras un aviso sonoro, una flecha
indicaba el tipo de MI a realizar (i.e., imaginacion de
apertura y cierre de mano izquierda o derecha) durante los
siguientes 3 segundos de manera continuada. Se realizaba
una Unica sesion en la que no se les presentaba
realimentacion de la tarea mental que estaban realizando.

2.2. EEGSym

Se utiliza la implementacion abierta de EEGSym [3] para
16 canales. EEGSym es una nueva red CNN de
clasificacion de MI inter-sujeto. Incluye nuevos avances en
la aplicacion de las técnicas de DL: conexiones residuales,
técnicas de data augmentation, transfer learning entre
sujetos y una disposicion siamesa de la red que aprovecha
la simetria del cerebro en el plano sagital medio.

La red ha demostrado ser significativamente superior a
cuatro redes previas en la tarea de clasificacion de un
problema binario de MI inter-sujeto [3]. Junto con el
conjunto de novedosas técnicas de DL con las que se aplica
establece unos resultados que son un nuevo estado del arte
en este tipo de clasificacion binaria.

Para obtener las representaciones de importancia de las
zonas del EEG en la clasificacion de MI, utilizamos los
pesos de EEGSym adaptados a la base de datos de
Physionet [10]. Para ello, partimos de la inicializacion
disponible en la implementacion abierta para 16 canales, y
con ella realizamos una etapa de fine tunning a la base de
datos de Physionet [10], como en el articulo original.

2.3. SHAP

La herramienta SHAP en Python [9] ha tenido gran
aceptacion debido a unificar y adaptar previas herramientas
de XAl Utiliza una adaptacion de herramientas populares
de XAI para producir una aproximaciéon de valores
Shapley, haciendo que estos cumplan tres propiedades:
precision local, pérdidas, y consistencia [9]. Cumpliendo
estas propiedades, se obtiene una representacion Unica de
la importancia de las caracteristicas de entrada.

Se utiliza la herramienta del paquete SHAP llamada
“GradientExplainer”, una adaptacién de integrated
gradients y SmoothGrad para obtener una aproximacion de
los valores Shapley. En modelos de DL no se pueden
aplicar los métodos exactos por a su alto coste
computacional y es necesario el uso de un calculo
aproximado. Esta herramienta calcula el gradiente (i.e.,
cambio en la prediccion) entre el background (en nuestro
caso un EEG con sefial 0 en todos los canales e instantes
temporales), la sefial de entrada y las diferentes
representaciones intermedias resultantes de interpolar entre
background y senal. El cambio entre la prediccion
realizada y la esperada se atribuye a este gradiente par cada
punto de interpolaciéon. Sumando todas las atribuciones
intermedias se obtiene los valores SHAP para esa sefial.
Posteriormente, se hace la media para todas estas matrices
de valores SHAP obtenidas para una misma clase de MI en
toda la base de datos. Solo se incluyen los ejemplos
correctamente clasificados, es decir, aquellos ejemplos en
los que la red predice correctamente la clase a explicar.

Las matrices de valores SHAP se corresponden con el EEG
usado para la clasificacion. En el eje vertical se representan
los distintos canales, y en el eje horizontal la magnitud de
tiempo. Gracias a ello, esta representacion tiene una
correspondencia directa con los canales y periodos de
tiempo. Los valores SHAP positivos incrementan la
probabilidad de predecir la clase a explicar, mientras que
los valores SHAP negativos reducen la probabilidad de
predecir dicha clase. Con estos valores se puede calcular la
importancia relativa que tiene cada canal o instante
temporal en la prediccion de cada clase.

3. Resultados

Podemos observar en la Figura 1 a y b, la representacion
de los valores SHAP obtenidos para los eventos de MI de
mano izquierda y mano derecha, respectivamente. Como
hemos explicado anteriormente, se representan las
explicaciones de la prediccion obtenida s6lo en los eventos
en los que la red neuronal ha acertado. En Physionet,
EEGSym tenia una precision inter-sujeto de 88.6+9.0, por
lo que se representa la media para casi todos los eventos
disponibles en esta base de datos. Cada evento contiene los
tres primeros segundos tras el onset de MI para los 16
canales usados en la prediccion. De las figuras, se obtiene
informacion tanto a nivel temporal como a nivel espacial.

En rojo se representan los valores positivos SHAP y en azul
los valores negativos. Ademas, incluye también las medias
por canales con un porcentaje que indica cuanto influye ese
canal a la prediccion en valores absolutos, ya sea por
incrementar la probabilidad de predecir esa clase o por
disminuirla. En el eje temporal, también se representa la
media que todos estos valores tienen en todos los canales.
Las medias temporal y espacial nos permiten observar la
influencia que los distintos instantes de tiempo y los
distintos canales tienen en la clasificacion.

3.1. Analisis temporal

Se observa que, para la clasificacion binaria, la region
temporal mas determinante para clasificar la sefial con
EEGSym se encuentra en el primer segundo de la sefial.
Mas concretamente, se puede observar como la mayor
contribucion a la clasificacion se encuentra entre 0.2 y 0.4
segundos, que coincide con el rango de tiempo de reaccion
humana. Los ultimos dos segundos, aunque en algunos
canales tienen una influencia similar a los primeros
segundos, de manera global son menos relevantes al
anularse las aportaciones positivas de unos canales con las
aportaciones negativas de otros.

Analizando temporalmente cada canal observamos que ese
primer segundo es el mas relevante en la mayoria, sin
embargo, en los canales C3 y C4 se extiende hasta segundo
y medio tras el onset. Este comportamiento también se
observa en F7 y F8, cuya aportacion negativa a la
prediccion de clase izquierda y clase derecha,
respectivamente, se encuentra entre los 0.7 y 2.2 segundos.

3.2.  Analisis espacial

Los porcentajes presentados para cada canal representan la
importancia absoluta relativa de cada canal en la
prediccion. A partir de esta informacion descubrimos que
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Figura 1. Representacion de las atribuciones de valores SHAP para eventos de imaginacion motora (MI) en Physionet. En el eje vertical
se representan los 16 canales del sistema 10-20. En el eje horizontal los tres segundos correspondientes al evento de MI tras el onset. En
rojo se indican los valores SHAP positivos, que indican que esa region tempo-espacial contribuye positivamente a la prediccion de la
clase. En azul se indican los valores SHAP negativos, que por el contrario indican que contribuye negativamente a la prediccion de esa
clase. a) MI de mano izquierda b) MI de mano derecha

EEGSym encuentra los canales frontales, F7 y F8, como
los mas determinantes para determinar la clase de MI
realizada. Después se fija en los canales centrales, C3 y C4.
El resto de canales realizan aportaciones netas mas
marginales a estos cuatro canales, que concentran el 60%
de la influencia sobre la decision de clasificacion. Los
siguientes canales en importancia serian F3, F4, T7 y T8.

Para ambos eventos de MI, utiliza una atribucion
practicamente simétrica de los canales. Para clasificar
mano izquierda, EEGSym encuentra a F8 y C3 como los
canales mas importantes. Mientras que la sefial de los
canales F7 y C4 de manera neta disminuye la probabilidad
de predecir dicha clase. En cambio, para mano derecha,
este comportamiento es exactamente el contrario.

4. Discusion

A la hora de interpretar estos mapas de valores SHAP nos
encontramos con que, a diferencia de la literatura previa,
EEGSym encuentra como mas relevantes los canales
frontales F7 y F8 frente a los canales C3 y C4 tipicamente
escogidos. Tradicionalmente, cuando se aplican métodos
de clasificacion de ML se debe realizar una etapa previa de
seleccion de caracteristicas que no suele ser automatica.
Los eventos de MI se relacionan con la presencia de los
ritmos sensoriomotores (SMR), una sefal presente en la
actividad eléctrica del surco central del cerebro, que para
eventos de MI de mano izquierda y derecha se encontraba
presente en la sefial de los electrodos C4 y C3,

respectivamente. Los SMR se caracterizaban por un evento
de desincronizacion en el electrodo contralateral, seguido
de un evento de sincronizacion [1], que se puede observar
de manera visual al promediar la sefial de varios eventos de
MI. De esta manera, los métodos de ML confiaban en los
SMR vy utilizaban la sefial de los canales C3 y C4 (y en
ocasiones también de los adyacentes) para realizar la
clasificacion de MI. Gracias a la combinacion de XAl con
la red EEGSym de DL, podemos observar cémo, al menos
en esta base de datos de 109 usuarios, hay informacion
incluso mas relevante en los electrodos frontales F7 y FS8.
La decision de prediccion con respecto a estos canales se
podria realizar incluso mas rapido que el tradicional uso de
C3 y C4, ya que la mayor parte de la aportacion a la
decision se encuentra en el primer segundo, con respecto a
la sefial de C3 y C4 mas distribuida durante segundo y
medio. Estos descubrimientos se podrian aplicar para
realizar clasificacion de MI con épocas de menor duracion.

Hemos visto como el mapa de valores SHAP obtenido para
el registro de EEG utilizado en la clasificacion es util para
obtener informacion de qué regiones espacio-temporales
son importantes para clasificar eventos de MI con
EEGSym. EEGSym recientemente ha conseguido un
rendimiento superior a los modelos anteriores en la
clasificacion de MI inter-sujeto, lo que da mayor seguridad
de la generalizacién de estas interpretaciones [3]. Estos
valores SHAP nos permiten tener informacion de la
relevancia espacio-temporal de los registros de EEG de MI.
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Asi encontramos como para EEGSym es mas relevante el
primer segundo de registro, y espacialmente la sefial de los
canales F7 y F8 seguidos de C3 y C4. En concreto, la sefial
que se obtiene de F7 y F8 estd relacionada con la
planificacion del movimiento [11]. Es posible que
EEGSym haya aprendido a identificar en la sefial EEG de
estos dos electrodos como se codifica la decision del
movimiento a imaginar. De la misma manera que los SMR
de la zona central, esta decision entre planificacion de
mano izquierda y mano derecha parece presentarse de
manera simétrica en F7 y F8 Si nos fijamos
temporalmente, la decision en estos dos electrodos es mas
rapida que la de los electrodos C3 y C4, que contendrian la
sefial del SMR asociado a la imaginacion del movimiento.

Una linea futura de investigacion a partir de estos
resultados, seria comprobar como un clasificador centrado
en la sefial de estos cuatro canales pueda alcanzar valores
similares de clasificacién a los obtenidos con estos 16
canales. En la publicacion original de EEGSym con 8
canales se conseguia una precision de 84.5% frente a la de
88.6% de 16 canales. Estos 8 canales no incluian los
electrodos F7 y F8, que tan determinantes son en la
clasificacion de 16 electrodos, por lo que es muy probable
que con una eleccion de 8 canales que los incluya, la
precision pueda llegar a ser mas semejante con solo 8
canales. Ademas, también se podria intentar reducir el
tiempo de clasificacion a ese primer segundo que se ha
mostrado como el mas importante en la clasificacion de MI
sin realimentacion. Por otro lado, también seria interesante
estudiar si los valores SHAP son similares entre MI con
realimentacion y sin ella. Ademas, al haber encontrado en
el paradigma de MI la correspondencia con el
conocimiento previo, se podrian extraer informacion de las
redes DL en otros paradigmas menos estudiados.

A pesar de estos interesantes resultados y su correlacion
con conocimientos previos sobre los eventos de MI, este
trabajo tiene algunas limitaciones que es necesario apuntar.
Para aprovechar el trabajo previo realizado, se han
utilizado los 16 canales presentes en la publicacion de
EEGSym que buscaban homogeneizar los presentes en las
5 bases de datos sobre las que trabajaba. Seria interesante
comprobar con los 62 electrodos presentes en la base de
datos de Physionet si ciertamente F7, F§, C3 y C4 son los
electrodos mas 6ptimos para realizar la clasificacion, o hay
alglin otro que pueda introducir mas informacion relevante
respecto a los 16 elegidos en la publicacion original. Por
otro lado, la red ha sido entrenada con sefiales que
comparten el mismo onset. En este tipo de registros la
informacion de la planificaciéon motora presente en F7 y F8
puede estar sobrerrepresentada con respecto a eventos de
MI, que no contengan un inicio compartido.

5. Conclusion

La herramienta XAl presentada para DL aplicado a EEG
permite obtener los valores SHAP con correspondencia
directa con la distribucion espacial y temporal de un EEG.
Gracias a estas representaciones, se observa como para
EEGSym los instantes temporales mas relevantes a la hora
de realizar una clasificacion de MI estan concentrados en
el primer segundo tras el onset de MI. Ademads, identifica

los canales frontales F7 y F8 como los mas importantes
para su decision, seguidos de C3 y C4. Esta herramienta de
XAI nos permite descubrir como las redes de DL se fijan
en caracteristicas que habian pasado desapercibidas en el
uso tradicional de ML para la clasificacion de MI.
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